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I. Introducere 

Prezentul proiect de cercetare interdisciplinară urmăreşte să aducă contribuţii semnificative în cadrul (i) sistemelor de interfaţare de 
tipul BCI (brain computer interface), şi al (ii) sistemelor cu auto-organizare, de tip robotic, bio-inspirat (SrBio). În vederea dezvoltării 
unui sistem BCI performant trebuiesc luate în considerare cel puţin două aspecte: capacităţile de lucru în timp real ale sistemului, precum 
şi performanţele de clasificare ale acestuia. Între aceste două aspecte constructive ale sistemului întotdeauna suntem constrânşi să facem 
un compromis. Astfel, dacă se doreşte o rată de clasificare mai mare, atunci sistemul BCI va deveni mai lent datorită, în general, 
complexităţii crescute a algoritmilor implementaţi în fazele de extragere şi de clasificare a trăsăturilor; reciproc, o procesare mai rapidă 
implică rate de clasificare mai mici.  

Performanţele de clasificare, în prezent, ale unui sistem BCI variază foarte mult, respectiv, între 70%  şi 95% [7], [8], [9]; în general, 
diversele performanţe raportate în literatură depind de: numărul subiecţilor, al canalelor, al task-urilor şi de tipurile task-urilor mentale 
folosite, de tipul de sistem BCI, tehnicile de procesare şi de eliminare a artefactelor, complexitatea şi puterea discriminativă a algoritmilor 
de clasificare etc. Azi, multe sisteme BCI folosesc task-uri motorii imaginate (TMI) pentru a comanda sistemul global pornind de la 
semnalele EEG. Un progres major în această direcţie a fost înregistrat în ultimii 15 ani. Astfel, dacă în 1998 TMI ale degetelor puteau fi 
distinse pe baza semnalelor EEG, cu o acurateţe în jur de 70% [10], în prezent (în 2009), în medie,  acurateţea clasificării este în jur de 
80% - 86% [8]. În acest sens, noi îmbunătăţiri trebuiesc aduse pentru a obţine o acurateţe medie de cel puţin 95%. Rezultatele diverselor 
cercetări raportate în literatură au arătat că acurateţea clasificării mai depinde şi de: caracteristicile creierului subiectului investigat şi de 
existenţa sau nu a unor sesiuni speciale, preliminare, de antrenare/învăţare (biofeedback). În cazul TMI, acurateţea clasificării în cazul 
investigării unui singur subiect variază, în medie, între 75% şi 95% [8], [11]. Aceste performanţe nu se regăsesc însă în cazul tuturor 
subiecţilor supuşi analizei, rate de clasificare între 60% şi 70% fiind posibil de obţinut în alte câteva cazuri individuale de subiecţi 
investigaţi [8], [11]. Datorită dificultăţii subiecţilor de a-şi controla propriile semnale EEG, un protocol adecvat de antrenare/învăţare, 
care să dureze câteva săptămâni sau luni [8] bazat pe un feedback vizual îl regăsim adesea implementat în multe studii [8], [12]. 

Lucrul în timp real. Performanţele online ale tehnologiilor BCI, măsurate în rata de transfer a informaţiei (bit rate), sunt modeste. În 
prezent se poate vorbi atât de sisteme pentru care rata medie de comunicare este de 5.45 biţi/min cât şi de sisteme care lucrează undeva în 
jur de 10 biţi/min [8]. Însă, chiar şi în condiţii optime [12], niciunul dintre sistemele BCI existente nu atinge mai mult de 25 biţi/min. Rata 
de transfer a informaţiei este limitată de doi factori majori: abilitatea subiectului de a se interfaţa cu sistemul BCI (tradusă în 
performanţele de clasificare) şi de performanţele în domeniul timp ale algoritmilor implementaţi în sistemul BCI; de exemplu, în 
general, în TMI subiecţii trebuie să execute mental un task motor sau altul un interval de timp de cel puţin 7 – 8 s astfel încât puterea 
ritmului mu să fie detectată cu acurateţe [8]. Dintre factorii limitativi enunţaţi anterior factorul uman este, de departe, factorul cel mai 
limitativ. În susţinerea acestei idei vin diversele rezultate raportate în literatura de specialitate, iar dintre acestea menţionăm aici doar 
rezultatele unui studiu [8] făcut pe 10 subiecţi umani pentru care rata de transfer obţinută a fost, în medie, în jur de 7 biţi/min; excepţie de 
la acest rezultat a făcut doar un singur subiect pentru care rata obţinută a fost cea mai ridicată, respectiv de 22 biţi/min. 

În concluzie, pentru a avea simultan, atât o rată de transfer a informaţiei mai mare, cât şi o acurateţe a clasificării task-urilor 
mentale, de asemenea, mare, se impune definirea, implementarea şi testarea unui nou concept pentru sistemele de tip BCI. 

Consideraţii biologice. Sistemul motor uman (SMU) are o organizare ierarhică foarte complexă [13], cu diferite niveluri de control, iar 
fiecare dintre acestea primeşte informaţii senzoriale specifice funcţionării sale. Astfel, proprioceptorii din tendoane, muşchi, articulaţii şi 
ligamente, precum şi receptorii din sistemul vestibular oferă creierului informaţiile necesare ajustării posturii şi a mişcării [14]. Acest tip 
de informaţii, de monitorizare a detaliilor, este necesar în special funcţionării nivelurilor inferioare ale controlului motor, în timp ce 
informaţia senzorială dată de exteroceptorii din piele, ochi şi urechi informează creierul cu privire la localizarea obiectelor în spaţiu şi 
poziţia relativă a corpului subiectului în raport cu aceste obiecte. Acest din urmă tip de informaţie (informaţia senzorială) este una 
utilizată în special la nivelurile superioare ale controlului ierarhic al mişcării – niveluri implicate în elaborarea strategiilor legate de 
mişcare. Un aspect cheie legat de aceste niveluri ierarhice superioare constă în aceea că aceste niveluri de control al mişcării nu implică 
o monitorizare pas cu pas a informaţiilor de detaliu. 

La oameni, comanda dinamicii mişcării (DM) ia naştere în centrii nervoşi superiori (corticali), în timp ce detaliile privind 
execuţia fiecărei mişcări se află sub controlul atât a ariilor corticale cât şi a ariilor sub-corticale [15]. Reflexele spinale sunt integrate, 
practic, cu comenzile motorii generate central în vederea producerii unor mişcări adaptive prin, pe de o parte, ajustarea ieşirii motorii pe 
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parcursul unei mişcări aflată în evoluţie şi, pe de altă parte, prin compensarea variabilităţii intrinseci a ieşirii motorii. Corespunzător 
gradului de complexitate şi a tipului de control (voluntar sau nu), mişcările generate de către SMU pot fi clasificate în următoarele trei 
clase: mişcări voluntare, răspunsuri reflexe şi pattern-uri motorii ritmice. Dintre aceste categorii ale mişcării, mişcările voluntare sunt, de 
departe, cele mai complexe, ele fiind caracterizate de: faptul că au un anumit scop, pot fi învăţate şi îmbunătăţite în timp. În pattern-urile 
de mişcare doar iniţierea şi sfârşitul sunt procese voluntare, ele combinând astfel caracteristicile atât ale actelor voluntare cât şi pe 
cele ale actelor reflexe. În plus, s-a descoperit că circuitul neuronal spinal la oameni are capacitatea de a genera o activitate de tip 
locomotor (cum este, de exemplu, pattern-ul de păşire) chiar şi atunci când el este izolat, fără control neuronal superior (cortical) şi fără 
feedback aferent periferic [16]. Aceşti generatori spinali de pattern-uri s-au dovedit a juca un rol major în organizarea activităţii 
locomotorii prin producerea unei ieşiri motorii coordonate. În condiţii normale, aceşti generatori spinali se află sub control cortical şi, în 
plus, intrările periferice senzoriale pot modula activitatea lor. 

Conceptele sistemului. Luând în considerare soluţia biologică prezentată mai sus, conceptul fundamental al sistemului iBiAoRS 
(intelligent, bio-inspired and with auto-organization robotic system) rezidă în construirea unui astfel de sistem capabil să exercite un 
control dinamic al mişcării, similar cu cel uman. Sistemul va respecta principiul subordonării ierarhice – el reprezentând, de altfel, şi 
elementul de noutate, central, al propunerii de grant. În particular, sistemul va consta din trei niveluri de control (bucle de feedback) 
pentru DM. Cele 3 niveluri ale structurii ierarhice de control ale sistemului iBiAoRS (vezi Fig. 1) vor fi, după cum urmează: 
(1) La primul nivel de control al DM, viteza de rotaţie a fiecăruia dintre cele două motoare ale sistemului implementat va fi ajustată 
adecvat, cu ajutorul a două bucle. Fiecare buclă va fi compusă din 2 controlere de tip PI – necesare ajustării curentul și a vitezei de rotaţie 
a motorului. Acest nivel de control este echivalent cu căile spinale reflexe existente în sistemele umane vii.  
(2) Al doilea nivel de control al DM va fi compus dintr-un sistem adaptiv ce va permite sistemului iBiAoRS să evite obstacolele din 
imediata proximitate; acest proces adaptiv cu auto-organizare va folosi doar o reprezentare locală a lumii externe, obţinută cu ajutorul 
informaţiilor primite de la senzorii sistemului. Acest nivel va putea fi implementat folosind, de exemplu, o reţea neuronală ce va avea ca 
obiectiv minimizarea erorii dată de suma distanţelor relative obţinute de la ieşirile senzorilor, E = Σi (Δdi)

2 - Δdi reprezintă gradientul 
informaţiei de distanţă de la senzorul i. Într-o primă etapă, sistemul iBiAoRS se va comporta asemeni unei fiinţe umane (copil) care 
învaţă să meargă – lucru realizabil doar printr-un proces continuu de exersare şi învăţare. Deci, cel de-al doilea nivel de control al DM 
este echivalent cu ariile corticale şi sub-corticale care controlează detaliile de execuţie ale fiecărei mişcări, printr-un proces continuu de 
ajustare a actelor reflexe. 
(3) Ultimul nivel de control al DM, implementat cu ajutorul componentei de tip BCI, va consta, ca şi în cazul SMU, în generarea unei 

comenzi similare comenzii motorii voluntare dată la nivel central 
superior (cortical). În cazul nostru, DM a sistemului iBiAoRS va fi 
dictată de către activitatea cerebrală a unui subiect uman care va 
evalua vizual, grosier, traiectoria pe care sistemului iBiAoRS va 
trebui să o urmeze şi, ulterior, va da mental o comandă globală 
(înainte, înapoi, stânga, dreapta).  

Datorită autonomiei sale locale sistemul iBiAoRS va executa 
comanda globală, generată la nivel mental de către subiectul uman, 
fără a avea nevoie de alte comenzi de detaliu în vederea evitării 
obstacolelor locale. Sistemul iBiAoRS trebuie să fie capabil să facă o 
dublă integrare: aceea a comenzii globale cu controlul local al DM. În 
acest mod, autonomia locală, oferită de modul constructiv al 
sistemului global, va degreva componenta de tip BCI a sistemului de 
toate acele comenzi legate de detaliile DM; acest aspect va conferi 
componentei BCI posibilitatea de a-şi creşte, în mod semnificativ, 
performanţele. Mai exact, pentru o rată de transfer a informaţiei dată a 

componentei BCI, datorită autonomiei locale a sistemului global iBiAoRS (care nu presupune generarea de către componenta BCI şi a 
comenzilor de detaliu ale DM) timpul dintre două comenzi ale mişcării, generate de sistemul BCI va creşte; din această perspectivă, 
comportamentul dinamic al mişcării globale în timp real ar urma să se îmbunătăţească. Mai mult chiar, acurateţea clasificării va putea fi 
crescută (prin implementarea unor algoritmi mai complecşi care, în general, sunt mai mari consumatori de timp sau/şi printr-o fereastră 
mai mare de timp a semnalului EEG pe care se va face analiza în vederea clasificării) – şi toate acestea fără efecte secundare asupra 
operării în timp real a sistemului propus.  

Urmând această abordare se vor atinge ambele obiective propuse, respectiv, cel de operare în timp real a sistemului, precum şi cel de 
obţinere a unei rate ridicate de clasificare.  

În continuare, sinteza cercetărilor prezentate în acest raport va fi compusă din două secţiuni majore (ce se reflectă în obiectivele şi 
activităţile planului de realizare al proiectului pe anul 2009): 

1. prezentarea sistemului de tip BCI, şi  
2. prezentarea rezultatelor obţinute în proiectarea, dezvoltarea, implementarea şi testarea controler-ului cu auto-organizare. 

Figura 1. Sistem robotic inteligent cu auto‐
organizare, bio‐inspirat 
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II. Sistemul (bio)tehnologic de tip BCI 

Platforma de dezvoltare pentru aplicaţia de tip 
BCI utilizată în cadrul acestui proiect de cercetare a 
fost realizată în cadrul unui alt grant anterior [17]. 
Un prim pas în cadrul prezentului grant l-a 
reprezentat îmbunătăţirea (optimizarea) acestui 
sistem (bio)tehnologic. Procesul de 
îmbunătăţire/optimizare a sistemului a urmat trei 
direcţii prioritare: (a) creşterea vitezei de lucru a 
acestui sistem, (b) flexibilizarea lui şi (c) creşterea 
performanţelor de clasificare. 

Creşterea vitezei de lucru a sistemului 
(bio)tehnologic de tip BCI poate fi obţinută operând, 
fie pe rând, fie simultan, la mai multe niveluri operaţionale (de ex. selectarea cu atenţie a intrărilor acestui sistem, căutarea unor metode 
de procesare eficiente şi cu un cost computaţional redus sau la nivelul soluţiilor tehnologice de implementare a sistemului). Datorită 
apariţiei sistemelor PC104+ de tip dual core s-a impus schimbarea modului liniar de procesare a datelor, existent anterior şi rezultant din 
schema bloc a sistemului vezi Fig. 2. Astfel, noul sistem a fost implementat sub forma unui pipeline în care fiecare bloc funcţional 
execută în paralel procesarea informaţională, simultan cu toate celelalte blocuri, iar parte din blocuri pot fi pe un alt core al procesorului. 
Sincronizarea blocurilor cu aplicaţia cadru se implementează de această dată cu ajutorul evenimentelor (cu ajutorul funcţiilor de tipul 
WaitForSingleObject).  De asemenea, în cadrul cercetării de faţă o atenţie deosebită a fost acordată intrărilor sistemului BCI, dată fiind 
importanţa pe care o au datele de intrare în calitate de purtătoare de informaţie utilă în procesul de clasificare. În acest sens, date de 
intrare cu un conţinut informaţional ridicat privind caracterul discriminativ al task-urilor mentale folosite pot conduce la o creştere a 
vitezei de lucru a sistemului prin folosirea unor metode simple, de complexitate computaţională redusă în cadrul fiecărui bloc. 

Creşterea flexibilităţii sistemului (bio)tehnologic a fost realizată prin introducerea unui bloc nou, de extragere a trăsăturilor, bloc 
inexistent anterior [17]. De asemenea modulele de comunicaţie existente anterior au fost înlăturate din sistem [17].  

Creşterea performanţelor de clasificare ale sistemului BCI reprezintă o altă direcţie de cercetare a prezentului grant, materializată 
prin abordarea unor probleme cum ar fi: (a) selecţia celor mai discriminative task-uri mentale, (b) găsirea unor noi trăsături ale 
semnalului EEG, purtătoare a unui cât mai ridicat conţinut informaţional, util pentru clasificare şi, respectiv, (c) găsirea (prin folosirea 
unor metode de optimizare) a combinaţiei optime de trăsături ale semnalului EEG dintr-un set mai larg de trăsături, specificat a priori. 

(a) Task-uri mentale discriminative. Se ştie că, pentru a comanda mental, în timp real, un sistem/echipament, componenta de tip BCI 
necesită la intrare task-uri mentale cât mai discriminative. Azi, majoritatea aplicaţiilor BCI folosesc în analiză un task de referinţă (în 
general, task-ul de relaxare) sau seturi de task-uri fie numai motorii, fie numai non-motorii, şi doar o mică parte dintre aceste aplicaţii 
analizează un set combinat de task-uri imaginate motorii şi non-motorii.  În plus, adesea, pentru acelaşi set de task-uri cognitive, în 
diferite lucrări şi pentru subiecţi diferiţi întâlnim raportate performanţe diferite de clasificare, funcţie şi de metodele de procesare folosite. 
Cu toate acestea, indiferent cât de performante sunt aceste metode, ele nu pot conduce la rezultate excelente dacă task-urile mentale 
utilizate nu dau naştere, în mod fundamental, la pattern-uri EEG de activare, cât mai distincte, cel puţin în raport cu metodologia de 
procesare folosită. Din acest punct de vedere, problema găsirii celor mai discriminative task-uri – apare ca fiind una chiar mai importantă 
decât metodele de procesare în sine. 

În general, în domeniul BCI, alegerea unui set de task-uri cognitive se face având în minte presupusa existenţă a unor pattern-uri EEG 
de activare diferite, generate de task-urile folosite. Astfel, spre exemplu, specializarea emisferică, sincronizări în fază, locale sau la 
distanţă, în diverse arii corticale şi în diferite benzi de frecvenţă etc. sunt tot atâtea criterii larg exploatate în faza preliminară de selecţie a 
task-urilor. Cu toate acestea, relaţia task – pattern de activare corticală nu este întotdeauna foarte predictibilă, fapt datorat probabil 
specificităţilor legate de individ ale substraturilor neuronale, diferenţelor ce ţin de abilităţile personale, gradul de lateralitate, de 

vigilenţă a fiecărui subiect  şi, nu în cele din urmă, datorat 
interpretării personale dată de fiecare individ în parte task-ului 
executat.  

În cadrul acestui grant, pentru a evidenţia importanţa alegerii, pentru 
fiecare subiect în parte, a unui set  specific de task-uri mentale (aplicaţie 
BCI dedicată) şi, în plus, pentru a cuantiza câştigul net reflectat în 
performanţele de clasificare ale sistemului BCI, un set de 12 task-uri 
mentale imaginate au fost analizate în raport cu 4 subiecţi diferiţi [2]. 

Task-urile imaginate folosite au fost: 8 non-motorii (de numărare (num), de compunere mentală a unei scrisori (scrisoare), aritmetic, de 
adunare (adun), de relaxare (relax), de rotire a unui obiect 3D (rotire), de generare de cuvinte (cuvinte), de generare de nume (nume), de 
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Figura 2. Schema bloc a sistemului BCI [1]

Tabel 1. Seturile de task‐uri determinate pentru fiecare subiect [2]

Subiect  Task 1  Task 2  Task 3  Task 4 
Performanța 

medie 

S1  num  degetD  brațS  nume  88.72 

S2  brațD  relaxare  rotire  poezie  79.12 

S3  num  degetD  scrisoare  poezie  92.14 

S4  num  brațS  nume  poezie  91.99 
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recitare mentală a unei poezii (poezie)) şi 4 motorii (de mişcare a degetelor mâinii stângi (degetS), de mişcare a degetelor mâinii drepte 
(degetD), de mişcare a braţului stâng (braţS), de mişcare a braţului drept (braţD)). Condiţiile, parametrii şi sistemul de înregistrare a 
semnalelor EEG sunt cele prezentate în [2]. 

Metodologia de procesare a semnalului EEG utilizată a fost una standard. Astfel, metodele utilizate în faza de selecţie a task-urilor 
au inclus modelarea autoregresivă (AR) a semnalului EEG şi folosirea unui clasificator Bayes iar cele utilizate în faza de comparare a 
rezultatele obţinute cu rezultate similare raportate în literatură, au inclus modelarea autoregresivă (AR) şi un clasificator de tip perceptron 
multistrat. Pentru a găsi setul celor mai bune patru task-uri din cele 12 propuse spre a fi discutate, o analiză exhaustivă, automată, a fost 
realizată pentru fiecare subiect în parte [2]. Specificitatea legată de subiect (inter-variabilitatea privind modul particular în care pattern-
urile EEG sunt activate la diferiţi subiecţi în timpul executării de către aceştia a unor task-uri cognitive) este evidenţiată de combinaţiile 
particulare de 4 task-uri pe care le-am găsit ca oferind cele mai bune rezultate de clasificare pentru fiecare din cei 4 subiecţi ca şi de ratele 
de clasificare medii aferente acesteor seturi de task-uri – rate care variază în mod considerabil de la subiect la subiect (vezi Tabelul 1).  

În Tabelul 2, performanţele obţinute cu seturile astfel 
selectate sunt prezentate în comparaţie cu performanţele 

atinse în cazul folosirii unui set de referinţă constând în 4 din 
cele 5 task-uri cognitive propuse de Keirn şi Aunon [20]. Rezultatele prezentate în Tabelul 2 ne oferă, practic, o măsură a importanţei 
foarte ridicate pe care o poate avea selectarea, într-o fază preliminară, a celor mai adecvate task-uri pentru un subiect, reflectată la 
nivelul creşterii semnificative a rezultatelor clasificării, şi asta în condiţiile non-intervenţiei (în sensul îmbunătăţirii) în partea 
algoritmică a unui sistem BCI. Consistenţa rezultatelor acestui tip de analiză a fost testată în cazul subiectului S4 pentru care s-a realizat 
o a doua sesiune de înregistrări. Performanţele de clasificare obţinute de S4 pe primul set de date, la fel ca şi pe cel de-al doilea set de 
date (seturi de date înregistrate în zile diferite) diferă foarte uşor  (vezi Tabelul 3) ceea ce susţine ideea consistenţei setului de task-uri 
selectat, specific subiectului – un aspect important în orice aplicaţie BCI. 

În continuare au fost realizate cercetări ce vizează găsirea acelor trăsături ale semnalului EEG cele mai adecvate pentru aplicaţiile de 
clasificare de task-uri cognitive. În cadrul acestei etape a proiectului am utilizat o nouă metodă, denumită ANAPP (Adaptive Nonlinear 
Amplitude and Phase Process); metoda a fost propusă de noi în [1] şi ea modelează semnalul EEG ca o combinaţie de cinci „oscilaţii 
corticale spontane” (OCS) specificate a priori; amplitudinile şi fazele acestor OCS sunt determinate printr-un algoritm adaptiv. 
Frecvenţele celor 5 OCS au fost determinate folosind funcţia de coerenţă [1], [4]. Mai departe, parametrii estimaţi ai modelului ANAPP 
(amplitudinea şi faza) au fost utilizaţi ca date de intrare într-o reţea neuronală artificială (RNA) de tip perceptron multistrat (MLP). Datele 
EEG utilizate în această cercetare au fost achiziţionate de la 4 subiecţi în timp ce aceştia executau cinci task-uri mentale diferite (T1- 
relaxare, T2 - scriere, T3 - numărare, T4 - aritmetic, T5 – rotire 3D), vezi [1] şi [4].  

Utilizând doar parametrii de amplitudine ai modelul ANAPP al semnalelor EEG, un clasificator de tip MLP (cât mai specific acestei 
probleme) precum şi metodologiile prezentate în lucrările [1] şi [4], am obţinut în final rezultatele prezentate în Tabelul 4.  

(b) Găsirea unor noitrăsături. În analiza următoare s-a testat capacitatea numai a trăsăturilor de fază de a conţine informaţii utile, 
capabile să conducă la rate de clasificare superioare. În final, s-a concluzionat că utilizarea 
doar a informaţiei de fază din modelul ANAPP a condus la obţinerea unor performanţe de 
clasificare net inferioare celor considerate drept rezultate de referinţă (Tabelul 4), [4]. Într-o 
altă analiză, s-a testat capacitatea ambelor tipuri de informaţii furnizate de modelul ANAPP 
(întreg setul de parametri, de fază şi de amplitudine, la un loc) de a obţine un efect sinergic, 
reflectat în rate de clasificare mai mari decât cele obţinute folosind fie doar informaţia de 
fază, fie doar pe cea de amplitudine. În ciuda tuturor aşteptărilor, rezultatele obţinute de 
această dată s-au dovedit a fi chiar mai mici decât cele obţinute atunci când s-au utilizat 
doar parametrii de fază [4].  

(c) Optimizarea setului de trăsături. În continuare s-a încercat găsirea unei metode de 
selecţie doar a acelor trăsături (de fază şi de amplitudine) din întregul set de trăsături, cu 

adevărat utile, capabile să îmbunătăţească considerabil performanţele clasificării. Pentru a rezolva această problemă s-a folosit un 
algoritm genetic (GA). Această metodă selectează dintr-un set dat de trăsături (în cazul nostru acesta poate fi dat fie doar de setul 

Tabel 2. Matricile de confuzie pentru cele două seturi de task‐uri (cel selectat, 
respectiv, cel de referință), pentru fiecare subiect 

Setul selectat de task‐uri 

S1  S2  S3  S4 
num  78.48  brațD  62.69  nume  79.03 num 83.46

degetD  73.92  relaxare  59.09  degetD  95.65 brațS 74.44

brațS  73.47  rotire  82.50  scrisoare  87.02 nume 91.74

nume  82.02  poezie  75.00  poezie  85.22 poezie 92.08

Setul de referință 
num  35.77  num  21.64  num  81.16 num 56.93

scrisoare  60.47  scrisoare  34.55  scrisoare  67.20 scrisoare 40.98

adun  48.06  adun  30.00  adun  56.45 adun 46.22

rotire  59.06  rotire  46.53  rotire  85.12 rotire 43.85

Tabel 3. Performanțele de clasificare obținute pentru S4 folosind 
primul şi, respectiv, cel de‐al doilea set de task‐uri  [3] 

 
Primul det de date EEG    Al doilea set de date EEG 

num brațS nume  poezie    num brațS nume poezie

num  83.46 11.02 3.94  1.58    81.24 5.69 9.66  3.41 

brațS  15.04 74.44 3  7.52    7.29  76.23 8.36  8.12 

nume 1.84 2.75  91.74  3.67    1.91  4.89  89.33  3.83 

poezie 0  4.32  3.6  92.08    0.25  4.1  4.64  91.01

Tabel 4. Matricea confuziilor, rezultatele  

clasificării celor 4 task‐uri pentru S2 [1]  

  Clase atribuite 

  T2 T3 T4 T5 

Clase 
reale 

T2 79.6% 3.2% 6.3% 10.9% 

T3 2.9% 84.1% 5.7% 7.3% 

T4 6.1% 13.6% 77.3% 3% 

T5 14.7% 10.3% 2.9% 72.1% 
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trăsăturilor de fază, fie doar de cel al amplitudinilor, fie de ambele tipuri de trăsături) doar acele trăsături care sunt importante pentru 
procesul de clasificare (acele intrări care conţin informaţii ce asigură cea mai mare discriminare între clase). Costul mediu (costul pătrat 
mediu al ieşirii reţelei), calculat pe setul de crosvalidare, a fost folosit în calitate de criteriu de fitness pentru GA, minimizarea lui fiind un 
obiectiv al GA. 

Am utilizat această nouă abordare în cazul problemei de clasificare de mai sus, în care s-au folosit atât informaţiile de fază cât şi cele 
de amplitudine; dar chiar şi în această situaţie performanţele de clasificare au fost, în continuare, inferioare celor prezentate în Tabelul 4. 
În acest context, ţinând cont şi de performanţele foarte slabe obţinute în cazul trăsăturilor de fază, un pas firesc l-a reprezentat optimizarea 

doar a setului trăsăturilor de amplitudine; rezultatele obţinute în urma selecţiei 
optimale a trăsăturilor de amplitudine sunt cele prezentate în Tabelul 5. Dacă 
comparăm aceste rezultate cu ratele de referinţă din Tabelul 4, observăm doar o 
uşoară îmbunătăţire a performanţelor. Îmbunătăţirea înregistrată la nivelul ratelor 
de clasificare pare să fie una nesemnificativă şi, în consecinţă, inconsistentă, însă 
această uşoară îmbunătăţire este susţinută şi de o altă paradigmă. În urma 
procesului de optimizare, doar un număr de 80 de trăsături au fost selectate din 
setul complet de 104 trăsături de amplitudine. O consecinţă directă a acestui 
rezultat a fost şi scăderea complexităţii sistemului de clasificare de la un număr de 

4320 de ponderi pentru reţeaua ANN de referinţă, la doar 1932 de ponderi pentru reţeaua optimizată ANN. În acest mod, complexitatea 
noului sistem de clasificare a fost redus aproape la jumătate  (55.27%) din ANN de referinţă [4]. Reducerea complexităţii noului sistem 
de clasificare prezintă un număr de avantaje [4]: (a) sistemul este mai rapid (datorită scăderii încărcăturii computaţionale), (b) utilizând 
acelaşi set de date de antrenare, capacităţile de generalizare a noii RNA mai „suple” au crescut. 

III. Controlerul cu auto-organizare 

Pentru construirea sistemului global iBiAoRS a trebuit  implementat şi testat fiecare nivel al sistemului de control al DM prezentat 
anterior. În continuare prezentăm controler-ul inteligent, cu auto-organizare şi bioinspirat. Acest al doilea nivel de control al DM este cel 
care trebuie să înveţe (într-o manieră adaptivă, printr-un proces de auto-organizare continuă) să se deplaseze evitând obstacolele – lucru 
posibil prin utilizarea doar a reprezentării locale a mediului înconjurător, oferită de către senzori.  

Implementarea conceptelor acestui nivel al DM a fost realizată cu ajutorul unui mic sistem robotic, vezi Fig. 3, de tip TekBots. Acesta 
a trebuit să înveţe, într-o manieră adaptivă, să minimizeze valoarea erorii propusă mai sus. Produs de Universitatea de stat din Oregon, 
sistemul robotic este format dintr-o parte mecanică, două punţi H şi un sistem logic, combinaţional, de comandă a punţilor H.  

Sistemul robotic inteligent, cu auto-organizare şi bioinspirat (SrBio) a fost construit în două 
versiuni: (a) cu ajutorul microcontroler-ului MCF5213 (implementare prezentată în Fig. 3), şi (b) cu 
ajutorul unei plăci de tipul TMS320C6713DSK (DSP Starter Kit) având DSP-ul TMS320C6713 
drept element central. 

 Pentru a avea o reprezentare a lumii externe s-au folosit 2 sisteme senzoriale diferite. Primul sistem a utilizat un număr de patru 
senzori IR de măsurare a distanţei (GP2D120XJ00F), dintre care 3 plasaţi în faţă şi unul în spate, conform Fig. 3 [5]. Acest sistem 
senzorial a fost integrat în ambele versiuni constructive prezentate anterior ale robotului. Cel de-al doilea sistem este un sistem optic 
bazat pe un senzor laser (SL) non-contact de măsurare a distanţelor [6]. SL este format dintr-un dispozitiv ce generează un plan laser la 
un anumit unghi faţă de un plan orizontal şi dintr-un senzor optic (webcam), ce achiziţionează două imagini video consecutive [6]. Prima 
imagine este achiziţionată cu planul laser activ, în timp ce, cea de a doua imagine este achiziţionată cu planul laser inactiv. Prin realizarea 
„diferenţei” (comparaţiei) dintre cele două imagini rezultă o nouă imagine care va conţine, practic, numai proiecţia planului laser pe 
obiectele din imediata vecinătate. Distanţele existente, calculate între diversele proiecţii ale planului laser ce apar pe imaginea rezultantă 
şi marginea inferioară a aceleiaşi imagini sunt proporţionale cu adâncimea spaţială de poziţionare a obiectelor în universul real 
tridimensional [6]. Acest sistem video de determinare a distanţelor a fost implementat doar pe versiunea SrBio ce utilizează placa 
TMS320C6713DSK (datorită necesităţii existenţei unei puteri mai mari de calcul, dar, în principal, şi datorită necesităţii existenţei unui 
sistem de achiziţionare a informaţiei video care în cazul nostru particular a fost IDC (imaging daughter card) parte componentă a kit-ului 
TMS320C6000TM IDK (Imaging Developer’s Kit)). Fiecare motor de curent continuu al robotului este controlat de către 
microcontroler/DSP prin intermediul a două canale (linii de tipul I/O). Unul dintre canale, de tip PWM, controlează viteza robotului iar 
cel de-al doilea controlează sensul de rotaţie. 

Algoritmul inteligent, cu auto-organizare, folosit în controlul robotului a constat, într-un prim pas, într-o reţea neuronală de tip 
perceptron multistrat (MLP), cu două straturi ascunse. Pe primul strat ascuns, RNA a avut 5 neuroni, în timp ce, al doilea strat ascuns a 
avut 3 neuroni. RNA MLP a avut 4 intrări (respectiv, valorile normalizate obţinute de la senzorii de distanţă) şi două ieşiri (ce au furnizat 
comanda către motoare). Fiecare ieşire a putut lua valori doar în intervalul [-1,1] (1 – putere maximă înainte, -1 – putere maximă înapoi şi 
0 – oprirea motorului). Termenul de eroare utilizat a fost cel dat de relaţia (1). În relaţia (1) si este valoarea senzorului i iar n este 
momentul de timp. Între momentele n şi n-1 de timp există o întârziere de 0.4 s. Această întârziere este una necesară sistemului robotic 

Tabel 5. Matricea confuziilor obținută în cazul 
trăsăturilor de amplitudine optimizate cu GA [4] 

  Clase atribuite 
  T2 T3 T4 T5 

C
la

se
 

re
al

e 

T2 82.81% 6.25% 4.68% 6.26% 
T3 2.9% 79.71% 7.25% 10.14% 
T4 6.06% 7.58% 86.36% 0% 
T5 11.76% 13.24% 8.82% 66.18% 
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inteligent în sensul că oferă timpul necesar deplasării acestuia şi, în consecinţă, schimbării valorilor senzorilor. Pentru a fi siguri de 
funcţionarea corectă a reţelei MLP s-a realizat, anterior testării acesteia pe SrBio, un simulator în mediul de programare vizual 
LabWindos CVI. Acest simulator este capabil să testeze regimul dinamic al structurii neuronale şi să prezinte, în mod grafic, informaţia 
din diferite puncte de interes ale reţelei MLP. Într-un al doilea pas s-a testat şi o structură neuronală de tip RBF (radial basis function). 

 Un ultim pas a vizat o implementare genetică a controler-ului. În cadrul algoritmului genetic s-a lucrat cu o populaţie mică de 10 
cromozomi, fiecare cromozom fiind o concatenare a două valori de tip signed char pe 8 biţi ([-128, 127] – cu semnificaţia  de [viteză 
maximă înapoi, viteză maximă înainte] pentru fiecare motor). Funcţia de fitness, necesară a fi minimizată, a fost dată tocmai de valoarea 
relaţiei (1). În fiecare nouă generaţie algoritmul genetic a deplasat robotul conform informaţiei existente în fiecare nou cromozom; 
ulterior s-a calculat valoarea fitness-ului funcţie de informaţia senzorială, iar în final robotul a revenit la poziţia iniţială, acest ciclu 
continuându-se apoi cu următorul cromozom. Deplasarea care se realizează într-o anumită generaţie este cea corespondentă 
cromozomului cu fitness minim. Această comandă se stochează într-un tabel împreună cu informaţia senzorială existentă anterior 
deplasării. Dacă se constată că fitness-ul unei noi reprezentări senzoriale este superior uneia existente în tabel (pentru o nouă reprezentare 

senzorială situată la o distanţă euclidiană mai mică decât o 
anumită reprezentare anterioară) aceasta este înlocuită de 
noua reprezentare. Algoritmul genetic este oprit după 
atingerea unui număr maxim de generaţii (500). După 
terminarea procesului de învăţare valorile stocate în tabel 
sunt folosite drept bază de cunoştinţe şi utilizate mai departe 
în deplasarea SrBio. Astfel, din 0.4 s în 0.4 s noua informaţie 
senzorială este utilizată în calcularea distanţelor euclidiene 
faţă de informaţiile senzoriale stocate în tabel. Comenzile 
celor două motoare asociate cu acea informaţie senzorială de 
distanţă minimă faţă de informaţia senzorială actuală sunt 
utilizate în comanda SrBio. 

Sarcina realizată de SrBio – pentru care a trebuit să 
înveţe un comportament adecvat, printr-un algoritm cu auto-
organizare – a constat în dezvoltarea capacităţii SrBio de a 
naviga într-o zonă delimitată, iar obiectivul principal a fost 

dat de evitarea obstacolelor plasate în mod aleator în această zonă [5]. În 
consecinţă, întrucât robotul nu a dispus de nici o hartă globală a zonei de 
lucru, acest task nu a reprezentat propriu-zis o problemă de planificare a 
drumului ci una de navigare locală şi de evitare a oricărei posibile coleziuni 
cu obstacolele din zonă. 

Task-ul de învăţare în sine a presupus evoluţia comportamentului 
inteligent, cu auto-organizare – comportament reprezentat sub forma unui 
set de reguli de tip stimuli-răspuns ce a mapat distanţele curente ale 
senzorilor în comenzi privind viteza de rotaţie a motoarelor ce a trebuit 
implementată de către robot. Rata de învăţare a fost de aproximativ 2.5 Hz. 

Reţeaua neuronală de tip MLP şi algoritmul genetic au fost capabile să rezolve acest task în timp ce reţeau neuronală de tip RBF a avut 
probleme reale în atingerea acestui obiectiv. Deosebirea fundamentală a fost dată de timpul necesar atingerii acestui obiectiv, timp net 
inferior în cazul reţelei de tip MLP. Acest prim comportament învăţat de către SrBio (evitarea unei coliziuni cu un obstacol) a evoluat, 
însă, ulterior şi într-un alt tip de comportament, respectiv, de tip pradă-prădător (vezi Fig. 4). Acest nou tip de comportament se poate 
traduce prin aceea că, atunci când presupusul obstacol a dobândit o comportare de tip prădător, urmărind sistemul SrBio, acesta din urmă 
nu numai că s-a oprit din mersul său şi şi-a schimbat direcţia, mergând în sens opus atunci când sistemul prădător s-a aflat în raza unuia 
dintre senzorii săi ci, în plus, el şi-a crescut progresiv viteza (a > 1, vezi Fig. 3a) în încercarea continuă de a creşte distanţa dintre el şi 
sistemul care-l urmărea (a se vedea Fig. 4). 

IV. Concluzii 

Cercetarea de faţă a proiectat, dezvoltat, implementat, îmbunătăţit şi testat o nouă clasă de sisteme de tipul BCI – parte componentă 
importantă a sistemului iBiAoRS (intelligent, bio-inspired and with auto-organization robotic system). Astfel, s-a reproiectat şi 
implementat structura cadru a sistemului BCI, oferindu-i acestuia capabilităţi de operare paralelă (de tip pipeline) multiprocesor.  
Abordarea componentei BCI (reprezentând echivalentul nivelului ierarhic superior al sistemului biologic de control al dinamicii mişcării) 
a vizat găsirea unor modalităţi de implementare practică a sistemului care să asigure, în acelaşi timp, atât caracterul de lucru în timp real 
al acestuia cât şi o performanţă de clasificare cât mai ridicată. În acest sens, câteva soluţii au fost propuse şi analizate, acestea fiind după 

Senzori optici 
utilizaţi în măsurarea 

distanţelor

Sistemul de 

control al 

motoarelor 

Placa de dezvoltare cu 
microcontrolerul MCF 5213 

Acumulatori 
Ni-MH  Motot de 

curent 
continuu 

Placa de 
interfaţare Senzori 

optici 
utilizaţi în 
măsurarea 
distanţelor

Figura 3. Sistemul robotic bio‐inspirat (SrBio) [5] 
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Fig. 4. Comportament de tip pradă‐vânător (a>1) 
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cum urmează: (1) găsirea, într-o primă etapă preliminară, pentru fiecare subiect în parte, a task-urilor cele mai discriminative dintr-un set 
mai mare de task-uri mentale propuse (această soluţie poate conduce la obţinerea unor performanţe de clasificare superioare, în condiţiile 
utilizării unor tehnici de procesare standard, nu foarte costisitoare din punct de vedere computaţional; în exemplul nostru prin această 
abordare s-a obţinut o creştere medie a ratei de clasificare corectă cu 14.24% pînă la 38.43% funcţie de subiect în condiţiile menţinerii 
aceleiaşi metodologii de procesare – vezi Tabelul 2), (2) propunerea folosirii parametrilor de fază ai modelului ANAPP al semnalului 
EEG în construirea vectorilor de trăsături – fie independent, fie în combinaţie cu parametrii de amplitudine ai aceluiaşi model (rezultatele 
obţinute în ambele cazuri au fost sub aşteptări, fapt ce a impus necesitatea optimizării setului de trăsături), (3) optimizarea GA a setului 
de trăsături (care a dus la o mică îmbunătăţire a performanţelor de clasificare dar a generat o reducere de aproximativ 50% a complexităţii 
structurii neuronale). Folosind un controler adaptiv, implementat pe o platformă robotică, cu o structură de tip auto-organizare continuă 
bazată pe o reprezentare locală a lumii înconjurătoare, complexul SrBio, a fost capabil să evite obstacolele fără vreun control suplimentar 
venit din partea componentei de tip BCI a sistemului global. În acest mod, utilizatorul sistemului s-a regăsit în situaţia de a iniţia doar şi, 
respectiv, de a termina o acţiune globală (de exemplu, comenzi cum ar fi: “ia-o la stânga” etc.) fără să mai dea, suplimentar, atenţie şi 
obstacolelor locale. Astfel, intervalul de timp dintre două comenzi succesive a crescut, oferind utilizatorului, precum şi componentei BCI 
a sistemului, o fereastră mai mare de timp pentru a putea, pe de o parte, în cazul utilizatorului – iniţia şi susţine corect un anumit task 
mental – şi, pe de altă parte, în cazul componentei BCI – pentru a procesa corect semnalele electroencefalografice aferente task–ului. 

În concluzie putem afirma că, prin activităţile de cercetare întreprinse şi rezultatele obţinute, acest contract de cercetare 
multidisciplinară şi-a atins în totalitate obiectivele şi activităţile ştiinţifice propuse, oferind rezultate ştiinţifice de calitate susţinute şi prin 
următoarea listă de lucrări publicate.  
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